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Abstract— Genetic Algorithms (AG) are algorithms used in several applications to optimize solutions, how-
ever, the process of solution improvement is, usually, slow and expensive, because involves some genetic operators.
Depending of the complexity on the problem, to obtain one good solution is necessary to process days, weeks or
months. Thus, this work developed a genetic operator, called ”Cruzamento Assistido”, that executed in parallel
of the selection, mutation and crossing operators build the proposed AG. This, try to improve optimization
capacity of the canonical AG. Two groups of experiments were done and the results, compared to canonical AG,
show the good performance of proposed AG.
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Resumo— AG são algoritmos usadas em várias aplicações com o intuito de otimizar, no entanto, o processo de
melhoramento da solução é, normalmente, lento e custoso computacionalmente, pois envolve alguns operadores
genéticos. Dependendo da complexidade do problema, uma solução considerada boa pode demorar dias, semanas
ou meses. Por isso, neste trabalho desenvolveu-se um operador genético, chamado Cruzamento Assistido, que
executado em um fluxo paralelo aos operadores de seleção, mutação e cruzamento formam o AG proposto, este,
objetiva agilizar o melhoramento genético. Aplicou-se 2 grupos de experimentos e os resultados, comparados ao
AG canônico, demonstram o bom desempenho do AG proposto.
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1 Introdução

Algoritmos Genéticos são métodos de otimização
e busca inspirados nos mecanismos de evolução de
população de seres vivos (Goldberg, 1989). Os al-
goritmos baseados nesta técnica seguem o prinćı-
pio da seleção natural e sobrevivência do mais
apto (Charles Darwin).

Uma das vantagens de um algoritmo gené-
tico é a simplificação que eles permitem na for-
mulação e solução de problemas de otimização.
AG’s simples normalmente trabalham com descri-
ções de entrada formadas por cadeias de bits de
tamanho fixo. Outros tipos de AG’s podem tra-
balhar com cadeias de bits de tamanho variável,
como por exemplo AG’s usados para Programação
Genética (Rodrigues, 2003; Ferreira, 2001a; Fer-
reira, 2001b). O AG é indicado para a solu-
ção de problemas de otimização complexos, NP-
Completos, como o “caixeiro viajante”, que en-
volvem um grande número de variáveis e, conse-
qüentemente, espaços de soluções de dimensões
elevadas. Além disso, em muitos casos onde ou-
tras estratégias de otimização falham na busca de
uma solução, os AG’s normalmente convergem.
No entanto, em alguns casos o desempenho, rela-
ção tempo/qualidade da solução, não é satisfatório
(Gen and Cheng, 2001), por isso, trabalhos (Park
et al., 2000; Rong-Long and Kozo, 2005; Rajan

et al., 2002; Wu et al., 2004; Ruttkay et al., 1995;
Yen et al., 1998; Yang and Douglas, 1998; Musil
et al., 1999; Chainate et al., 2007) são desenvolvi-
dos com o intuito de melhorar o desempenho dos
AG’s.

2 AG canônico

Uma implementação (Whitley, 1994) de um al-
goritmo genético começa com uma população
formada por cromossomos gerados, tipicamente,
aleatoriamente. Cada cromossomo da população
é avaliado e associado a uma probabilidade de re-
produção de tal forma que as maiores probabili-
dades são associadas aos cromossomos que repre-
sentam uma melhor solução para o problema. O
cromossomo também recebe um valor de aptidão
(fitness) que é tipicamente definido com relação à
população corrente.

A execução do AG pode ser divida em duas
fases. Na primeira e tendo como partida uma po-
pulação inicial, a seleção é aplicada criando uma
população intermediária; já na segunda fase, a re-
produção (recombinação) e a mutação são apli-
cadas na população intermediária para criar a
próxima geração. Em (Goldberg, 1989) é referen-
ciada esta implementação básica como Simple Ge-
netic Algorithm (SGA), chamada também neste
trabalho de AG canônico. O fluxo de execução



do AG pode ser observado na Figura 1. Nele é
posśıvel identificar todas as principais etapas e a
arquitetura ćıclica do AG.

Figura 1: Fluxo de execução do AG canônico.

3 Cruzamento Assistido

Com o objetivo de agilizar o processo de melho-
ramento genético, este trabalho propõe o uso de
um operador genético chamado Cruzamento As-
sistido. Neste operador os N melhores indiv́ıduos
da população corrente serão cruzados com o mel-
hor indiv́ıduo, da mesma população, gerando in-
div́ıduos que serão analisados.

O nome assistido é dado pela caracteŕıstica
de somente inserir indiv́ıduos na população após
analisar a aptidão e detectar que se trata de um
indiv́ıduo mais apto que o melhor indiv́ıduo. Caso
o indiv́ıduo não seja mais apto, ele é descartado.
Este processo de análise do cruzamento feito dá
ao operador uma função de tentar melhorar gene-
ticamente a população corrente através da mani-
pulação dos seus melhores indiv́ıduos.

O operador será inserido em um fluxo para-
lelo ao fluxo dos operadores do SGA, formando o
AG proposto (Figura 2). O operador receberá a
mesma população que a etapa de seleção e poderá
produzir indiv́ıduos melhores que o melhor indiv́ı-
duo existente. Caso o operador tenha sucesso e o
AG esteja usando eletismo, os melhores indiv́ıduos
gerados serão inseridos na população no lugar dos
eleitos, começando pelo de menor aptidão. Caso
não esteja usando eletismo os indiv́ıduos gerados
poderão sobrepor qualquer indiv́ıduo da popula-
ção.

3.1 O algoritmo do Cruzamento Assistido

Após receber a população corrente, o operador
executa as seguintes tarefas:

Figura 2: Fluxo de execução do AG proposto com
o operador Cruzamento Assistido

1. Ordena, em ordem decrescente, a população,
segundo a aptidão. Sendo assim, o primeiro
indiv́ıduo, o mais apto, será sempre o Pai. O
que faz com que todos os filhos gerados sejam
irmãos;

2. Recebe como parâmetro a quantidade de in-
div́ıduos (qtdIndiv), que serão manipulados
no processo de melhoramento genético, e os
indiv́ıduos que poderão ser substitúıdos;

3. É feito um cruzamento entre o Pai (melhor
indiv́ıduo) e os estipulados na variável qtdIn-
div. O cruzamento será detalhado na seção
3.1.1;

4. Caso haja bons indiv́ıduos gerados, eles serão
inseridos na nova população no lugar dos in-
div́ıduos eleitos, escolhidos pelo processo de
eletismo. Caso não tenha eletismo, os indiv́ı-
duos serão sobrepostos aos determinados no
ı́tem 2.

A tarefa 4, acima, explica a forma de inter-
ferência do Cruzamento Assistido na população
gerada pelo fluxo canônico. A interferência só
acontece quando bons indiv́ıduos, melhores que
o melhor existente, forem gerados pelo operador
proposto.

3.1.1 O cruzamento

Antes do cruzamento (troca de material genético)
o cromossomo é divido em grupos de genes ou em
gene a gene, a isto chama-se de divisão do ma-
terial genético a ser trocado. Esta é uma etapa
importante do algoritmo, pois acredita-se que o
conhecimento do problema ajuda a escolher de que



forma será divido o cromossomo. Uma das opções
é que o cromossomo seja divido segundo as variá-
veis codificadas, por exemplo, se os 3 primeiros
genes representam a variável x e os 2 últimos a y,
então, o cromossomo será divido em dois grupos:
um contendo 3 genes e outro 2 (Figura 3). Divi-
dindo assim, no momento do cruzamento a troca
será feita entre valores das variáveis (valores de-
codificados) e não entre valores codificados.

Figura 3: Dois grupos selecionados como material
genético de troca.

Estabelecido os grupos de genes (divisão do
material genético), o passo seguinte é o cruza-
mento. No cruzamento o cromossomo é represen-
tado por um vetor, sendo que, cada elemento deste
é um grupo de genes, estabelecido pela divisão do
material genético. O melhor indiv́ıduo é reservado
como pai e as mães são os melhores indiv́ıduos res-
tantes, sendo que, a quantidade de mães é limitada
pelo parâmetro “qtdIndiv”. Para gerar um filho,
a mãe doa um elemento do seu vetor e o pai, com
outros elementos do seu vetor, completa o cromos-
somo do filho. Este processo repete para todas as
mães, gerando um grupo de filhos. Outros grupos
de filhos são gerados pela troca do elemento do ve-
tor doado pela mãe e complemento do cromossomo
pelo pai, assim, a quantidade de grupos de filhos é
igual a quantidade de elementos do vetor, que por
sua vez, é igual a quantidade de grupos de genes.
Após a geração de todos os grupos de filhos, o mel-
hor filho é considerado o melhor Super Indiv́ıduo
e é comparado ao pai. Caso seja melhor, o filho
sobrepõe o pai na população e recomeça todo o
processo de cruzamento, com o melhor filho sendo
o pai da iteração. Caso não, o algoritmo inter-
rompe o laço de repetição e insere o pai corrente
na população final. Como exemplo de uma itera-
ção do Cruzamento Assistido, a Figura 4 mostra:

• O cromossomo dividido (divisão do material
genético) em duas partes. Grupo 1 com 3
genes e o grupo 2 com 2 genes;

• Vetor, que representa o cromossomo, com 2
elementos. O primeiro elemento represen-
tando o grupo 1 de genes e o segundo ele-
mento representando o grupo 2 de genes.

• Três mães, estabelecidas pelo parâmetro “qt-
dIndiv” = 3, sendo, as mães os 3 melhores
indiv́ıduos após o pai;

• O primeiro grupo de filhos, gerados pela doa-
ção dos primeiros elementos do vetor das
mães e o complemento do pai. Como exem-
plo, o segundo filho do “Filhos do Grupo 1”
(01110) é o resultado da união do primeiro

elemento da segunda mãe (011) e do com-
plemento, segundo elemento do vetor, do pai
(10);

• O segundo grupo de filhos, neste a mãe doa
o segundo elemento do vetor e o pai com-
pleta, com o seu primeiro elemento do vetor.
Como exemplo, o terceiro filho do “Filhos do
Grupo 2” (00100) é o resultado da união do
segundo elemento da terceira mãe (00) e do
complemento, primeiro elemento do vetor, do
pai (001). Neste caso, ao contrário do “Filhos
do Grupo 1”, o filho é formado pela primeira
parte do pai e a segunda parte da mãe;

• O melhor indiv́ıduo do grupo de filhos é consi-
derado Super Indiv́ıduo do grupo. O melhor
entre os Super Indiv́ıduos é comparado com o
pai. Caso seja melhor que o pai, o melhor Su-
per Indiv́ıduo substitui o pai na próxima ite-
ração, caso não, o algoritmo é interrompido e
retorna o pai corrente.

Figura 4: Exemplo de um Cruzamento Assistido.

4 Experimentos

Para testar o desempenho do operador proposto,
usaremos um problema de maximização de função.
A função escolhida (equação 1) tem duas variáveis
(x, y) e uma superf́ıcie com vários picos e vales,
caracterizando vários ótimos locais. A Figura 5
ilustra uma projeção suavizada desta superf́ıcie.

f(x, y) = 21.5+(x∗ sin(4π ∗x))+(y ∗ sin(20π ∗y))
(1)

Dada a função, o objetivo é maximizar re-
speitando as restrições: −3.10 <= x <= 12.10,
4.10 <= y <= 5.80 e valores com duas casas
decimais. Considerando as restrições, o ponto
máximo da função é atingido quando x = 11.63



Figura 5: Superf́ıcie da função f(x, y).

e y = 5.73. Neste ponto a solução é ótima, ge-
rando um f(x, y) = 38.8096858858971.

Foi modelado e implementado o problema em
ambos os AG’s, canônico e proposto, o que propi-
cia uma análise comparativa dos algoritmos.

Para o AG canônico foram estabelecidas as
seguintes configurações: 30 indiv́ıduos na popu-
lação; população inicial aleatória; probabilidade
de cruzamento de 0.6, sendo, o cruzamento com
1 ponto de corte, aleatório, e a cada cruzamento
gera-se dois filhos; probabilidade de mutação de
0.2, sendo, a mutação feita em 1 ponto, aleatório,
pela inversão do valor do bit; seleção por roleta;
cromossomo com codificação binária e dividido em
4 partes, sendo, a primeira parte, com 4 bits, re-
presentando a parte inteira do x; a segunda parte,
com 7 bits, representando a parte decimal do x; a
terceira parte, com 3 bits, representando a parte
inteira do y e a quarta parte, com 7 bits, repre-
sentando a parte decimal do y; eletismo de um
indiv́ıduo.

Para o AG proposto foram estabelecidas as
seguintes configurações: 30 indiv́ıduos na popu-
lação; população inicial aleatória; probabilidade
de cruzamento de 0.6, sendo, o cruzamento com
1 ponto de corte, aleatório, e a cada cruzamento
gera-se dois filhos; probabilidade de mutação de
0.2, sendo, a mutação feita em 1 ponto, aleatório,
pela inversão do valor do bit; seleção por roleta;
cromossomo com codificação binária e dividido em
4 partes, sendo, a primeira parte, com 4 bits, re-
presentando a parte inteira do x; a segunda parte,
com 7 bits, representando a parte decimal do x; a
terceira parte, com 3 bits, representando a parte
inteira do y e a quarta parte, com 7 bits, repre-
sentando a parte decimal do y; eletismo de um
indiv́ıduo; Cruzamento Assistido com divisão do
material genético em 4 partes, assim, a cada troca
de material genético os pais passam caracteŕısticas
(parte inteira e/ou decimal) das variáveis x e/ou y

e o parâmetro “qtdIndiv” = 15, assim, os 15 mel-
hores indiv́ıduos são considerados na formação do
Super Indiv́ıduo.

Os experimentos são divididos em 2 grupos,
sendo que, no primeiro o critério de parada do

AG é atingir 10 gerações e no segundo 30 gera-
ções. Cada grupo é composto de 10 experimentos,
sendo que, para cada experimento foi executado
independentemente o algoritmo canônico e o pro-
posto. A população inicial de ambos, canônico
e proposto, é a mesma para cada experimento,
sendo assim, pode-se fazer uma análise compara-
tiva da evolução gerada.

Durante os experimentos serão analisados: a
avaliação (função objetivo) do melhor indiv́ıduo
(MAF) após 10 gerações, grupo 1 (ver 4.1), e após
30 gerações, grupo 2 (ver 4.2); a porcentagem de
acréscimo na avaliação (% Acréscimo), determi-
nando a proporção de crescimento referente a po-
pulação inicial.

Para facilitar a diagramação das tabelas, al-
guns nomes são representados por siglas: Ex =
Experimento; MAI = maior avaliação (melhor in-
div́ıduo) da População Inicial; AG/C = Algoritmo
Genético Canônico; AG/P = Algoritmo Genético
Proposto; Md = Média.

4.1 Resultado do grupo 1 de experimentos

Observa-se, como descrito na seção acima, que
cada experimento deste grupo é finalizado após
10 gerações do AG/C e outras 10 do AG/P. A Ta-
bela 1 demonstra os resultados obtidos (MAF, %
Acréscimo) e a média após 10 experimentos.

Tabela 1: Resultado do grupo 1 de experimentos.
Ex MAI MAF % Acréscimo

AG/C AG/P AG/C AG/P
1 34,25 34,25 37,70 0,00 10,07
2 30,63 30,63 38,40 0,00 25,37
3 30,68 30,68 37,53 0,00 22,33
4 36,40 36,40 38,69 0,00 6,29
5 31,49 31,49 38,60 0,00 22,58
6 33,04 33,04 37,64 0,00 13,92
7 32,23 36,63 37,50 13,65 16,35
8 33,20 33,20 37,85 0,00 14,01
9 29,95 33,30 37,88 11,19 26,48
10 35,59 35,59 38,39 0,00 7,87
Md 33,52 38,02 2,48 16,53

4.2 Resultado do grupo de experimentos 2

Cada experimento deste grupo é finalizado após
30 gerações do AG/C e outras 30 do AG/P. A
Tabela 2 demonstra os resultados obtidos (MAF,
% Acréscimo) e a média após 10 experimentos.

4.3 O tempo de execução

Todo acréscimo de funcionalidade acarreta em au-
mento de tempo na execução, no entanto, é ne-
cessário analisar se o custo (Tempo) compensa o



Tabela 2: Resultado do grupo 2 de experimentos.
Ex MAI MAF % Acréscimo

AG/C AG/P AG/C AG/P
1 29,95 32,76 38,29 9,38 27,85
2 34,17 34,17 38,59 0,00 12,94
3 35,13 35,13 38,20 0,00 8,74
4 31,49 35,48 38,70 12,67 22,90
5 28,03 31,91 36,90 13,84 31,64
6 29,66 31,14 38,80 4,99 30,82
7 29,39 29,74 38,74 1,19 31,81
8 30,55 30,55 37,00 0,00 21,11
9 34,37 35,46 37,44 3,17 8,93
10 35,16 35,16 38,69 0,00 10,04
Md 33,15 38,14 4,52 20,68

benef́ıcio da função. As seções 4.1 e 4.2 mostra-
ram os resultados quanto aos benef́ıcios, ou seja,
capacidade de melhorar a solução a cada geração.
Nesta seção serão mostrados os tempos gastos, em
novas execuções dos AG’s, seguindo a mesma es-
trutura de experimentos definida para as seções
anteriores.

A Tabela 3 mostra os tempos, em segundos,
obtidos da execução de 10 experimentos, sendo,
cada experimento interrompido após 10 gerações
do AG canônico e outras 10 do AG proposto. A
Tabela 4 mostra os tempos, em segundos, obtidos
da execução de 10 experimentos, sendo, cada ex-
perimento interrompido após 30 gerações do AG
canônico e outras 30 do AG proposto. Os experi-
mentos foram executados em um PC com o pro-
cessador AMD Turion 1.6 GHz e memória de 1
GB.

Tabela 3: Tempos de execuções dos AG’s, após 10
gerações.

Ex Tempo gasto(s) Tempo acrescido(s)
AG/C AG/P AG/P - AG/C

1 0,39 0,42 0,03
2 0,37 0,43 0,06
3 0,38 0,42 0,04
4 0,38 0,44 0,06
5 0,39 0,44 0,05
6 0,37 0,42 0,05
7 0,39 0,46 0,07
8 0,39 0,43 0,04
9 0,37 0,42 0,05
10 0,39 0,42 0,03
Md 0,382 0,43 0,048

4.4 Resultados gerais

O objetivo dos grupos de experimentos é medir
o desempenho, capacidade de acelerar o melhora-
mento genético da solução, do algoritmo proposto.

Tabela 4: Tempos de execuções dos AG’s, após 30
gerações.

Ex Tempo gasto(s) Tempo acrescido(s)
AG/C AG/P AG/P - AG/C

1 1,23 1,39 0,16
2 1,22 1,41 0,19
3 1,23 1,41 0,18
4 1,22 1,42 0,2
5 1,24 1,4 0,16
6 1,24 1,39 0,15
7 1,25 1,41 0,16
8 1,24 1,4 0,16
9 1,22 1,39 0,17
10 1,21 1,36 0,15
Md 1,23 1,398 0,168

Por isso, criou-se dois pontos de aferição do desem-
penho, sendo, o primeiro após 10 gerações (grupo
1) e o segundo após 30 gerações (grupo 2). Com
os resultados do primeiro ponto é posśıvel analisar
o desempenho do algoritmo proposto para os mo-
mentos iniciais de execução, já no segundo ponto,
é posśıvel analisar um peŕıodo de execução maior.

Analisando a Tabela 1 identifica-se uma dife-
rença de 14,05% entre a média da % Acréscimo
do algoritmo proposto (16,53%) e do canônico
(2,48%), caracterizando um desempenho superior
do algoritmo proposto após 10 gerações. Esta dife-
rença de desempenho, identificada na média, está
presente em todos os experimentos, sendo que, a
maior diferença foi de 25,37% (0% do canônico e
25,37% do proposto) no experimento 2. Observa-
se, também, que o algoritmo canônico melhorou
a solução em apenas dois experimentos (7 e 9), o
que demonstra pouca participação, já o proposto,
melhorou a população em todos os experimentos.

Analisando a Tabela 2 identifica-se uma dife-
rença de 16,16% entre a média da % Acréscimo
do algoritmo proposto (20,68%) e do canônico
(4,52%), caracterizando um desempenho super-
ior do algoritmo proposto após 30 gerações. Esta
diferença de desempenho, identificada na média,
está presente em todos os experimentos, sendo
que, a maior diferença foi de 30,62% (1,19% do
canônico e 31,81% do proposto) no experimento
7. Observa-se, também, que o algoritmo canô-
nico melhorou a solução em seis experimentos
(1,4,5,6,7 e 9), já o proposto, melhorou a popu-
lação em todos os experimentos.

As Tabelas 1 e 2 demonstram uma melhora
significativa da solução final, dada a aplicação
do algoritmo proposto, e uma dificuldade do al-
goritmo canônico em contribuir para o melhora-
mento, principalmente durante as 10 primeiras ge-
rações (Tabela 1). Apesar do algoritmo canônico
ter crescido, entre o grupo 1 e 2, na participação
de melhoria da solução, foi bem inferior ao algo-
ritmo proposto, que teve participação em todos os



experimentos.
A seção 4 descreve o problema e determina o

ponto ótimo (MAF) de 38,80. A proximidade do
ótimo pelo AG proposto, em média 38,02 (grupo
1) e 38,14 (grupo 2), é outro fator que determina
um melhor desempenho, em relação ao AG canô-
nico, que obteve em média MAF de 33,52 (grupo
1) e 33,15 (grupo 2). Analisando os experimentos
individualmente, todos MAF’s do AG proposto,
exceto do experimento 5 no grupo 2 (36,90), fo-
ram maior ou igual a 37,00, sendo que no experi-
mento 6 do grupo 2 o ótimo foi alcançado. Já no
AG canônico, o maior MAF foi de 36,40. Assim,
o menor MAF do AG proposto (36,90) é maior do
que o maior MAF (36,40) do AG canônico.

A seção 4.3 apresenta os tempos, em segun-
dos, da execução dos AG’s analisados. Como espe-
rado, o AG proposto aumentou o tempo de execu-
ção, no entanto, este acréscimo é muito pequeno.
Para o primeiro grupo de experimentos (Tabela
tabResTempo1) o acréscimo é, em média, de 0,048
segundos, já no segundo grupo (Tabela tabRes-
Tempo2), o acréscimo é, em média, de 0,168 se-
gundos. Assim, a relação custo/benef́ıcio é favorá-
vel para a aplicação do AG proposto, pois, os be-
nef́ıcios compensam o pequeno custo de tempo.

5 Conclusão

Tendo como base o AG canônico, o AG proposto
mostrou-se eficiente e eficaz, cumprindo assim, o
objetivo de agilizar o melhoramento da solução.
Os resultados apresentados na seção 4.4 demons-
tram o ganho obtido com a inserção do operador
genético Cruzamento Assistido, já a seção 4.3, re-
lata o baixo custo (tempo acrescido) da solução.

Apesar dos significativos resultados, o AG
proposto foi testado somente no cenário descrito
acima, por isso, tem uma limitação de aplicação.
Para minimizar esta limitação, está em estudo a
aplicação do mesmo no problema do caixeiro via-
jante.

Como trabalhos futuros sugere-se o uso do AG
proposto em outras aplicações e um estudo das di-
ferentes configurações para os parâmetros inseri-
dos, “qtdIndiv” e divisão do material genético.
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